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Resumen 

Este estudio analiza la integración del Machine Learning (ML) en sistemas de control predictivo a 

nivel industrial, revelando una tendencia creciente y prometedora en diversos sectores. La 

investigación muestra un aumento exponencial en la aplicación de técnicas de ML, como redes 

neuronales recurrentes (LSTM), Random Forest y redes neuronales convolucionales (CNN), en 

control predictivo industrial. Los casos de estudio examinados, que abarcan desde la industria 

petroquímica hasta la manufactura automotriz y el monitoreo ambiental, demuestran mejoras 

significativas en eficiencia, precisión y productividad. Se observa una adopción global de estas 

tecnologías, incluyendo implementaciones exitosas en países en desarrollo como Ecuador. A pesar 

de los beneficios evidentes, se identifican desafíos persistentes, como la necesidad de grandes 

conjuntos de datos de calidad, problemas de interpretabilidad y complejidad computacional. El 

estudio destaca la tendencia hacia enfoques híbridos que combinan conocimiento basado en 

principios físicos con ML, ofreciendo un equilibrio entre interpretabilidad y adaptabilidad. Se 

concluye que la integración de ML en control predictivo industrial representa una solución 

transformadora en la automatización industrial, con el potencial de revolucionar la gestión y 

operación de sistemas industriales complejos, impulsando la innovación en fabricación y control 

de procesos. 

Palabras Clave: Machine Learning; Control Predictivo Industrial; Automatización Inteligente; 

Optimización de Procesos; Industria 4.0. 

 

Abstract 

This study analyzes the integration of Machine Learning (ML) in predictive control systems at an 

industrial level, revealing a growing and promising trend in various sectors. Research shows an 

exponential increase in the application of ML techniques, such as Recurrent Neural Networks 

(LSTM), Random Forest, and Convolutional Neural Networks (CNN), in industrial predictive 

control. The case studies examined, ranging from the petrochemical industry to automotive 

manufacturing and environmental monitoring, demonstrate significant improvements in efficiency, 

accuracy and productivity. A global adoption of these technologies is observed, including 

successful implementations in developing countries such as Ecuador. Despite the obvious benefits, 

persistent challenges are identified, such as the need for large quality data sets, interpretability 
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issues, and computational complexity. The study highlights the trend towards hybrid approaches 

that combine knowledge based on physical principles with ML, offering a balance between 

interpretability and adaptability. It is concluded that the integration of ML in industrial predictive 

control represents a transformative solution in industrial automation, with the potential to 

revolutionize the management and operation of complex industrial systems, driving innovation in 

manufacturing and process control. 

Keywords: Machine Learning; Industrial Predictive Control; Intelligent Automation; 

Optimization of processes; Industry 4.0. 

 

Resumo  

Este estudo analisa a integração do Machine Learning (ML) em sistemas de controlo preditivo a 

nível industrial, revelando uma tendência crescente e promissora em diversos setores. A 

investigação mostra um aumento exponencial na aplicação de técnicas de ML, como as Redes 

Neurais Recorrentes (LSTM), a Floresta Aleatória e as Redes Neurais Convolucionais (CNN), no 

controlo preditivo industrial. Os estudos de caso examinados, que vão desde a indústria 

petroquímica à produção automóvel e à monitorização ambiental, demonstram melhorias 

significativas na eficiência, precisão e produtividade. Observa-se uma adoção global destas 

tecnologias, incluindo implementações bem-sucedidas em países em desenvolvimento como o 

Equador. Apesar dos benefícios evidentes, são identificados desafios persistentes, como a 

necessidade de grandes conjuntos de dados de qualidade, problemas de interpretabilidade e 

complexidade computacional. O estudo destaca a tendência para abordagens híbridas que 

combinam conhecimento baseado em princípios físicos com ML, oferecendo um equilíbrio entre 

interpretabilidade e adaptabilidade. Conclui-se que a integração do ML no controlo preditivo 

industrial representa uma solução transformadora na automação industrial, com potencial para 

revolucionar a gestão e operação de sistemas industriais complexos, impulsionando a inovação no 

fabrico e no controlo de processos. 

Palavras-chave: Aprendizagem Automática; Controlo Preditivo Industrial; Automação 

Inteligente; Otimização de processos; Indústria 4.0. 
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Introducción 

En la era de la Industria 4.0, la convergencia entre las tecnologías de la información y los procesos 

industriales ha generado un cambio paradigmático en la forma en que se gestionan y optimizan los 

sistemas de producción [1]. Esta revolución industrial, caracterizada por la integración de sistemas 

ciberfísicos, el Internet de las Cosas (IoT) y la computación en la nube, ha abierto nuevas 

posibilidades para mejorar la eficiencia, la productividad y la flexibilidad de los procesos 

industriales [2]. En este contexto, el control predictivo basado en modelos (MPC) ha emergido 

como una técnica de control avanzado particularmente adecuada para abordar los desafíos 

complejos y multivariables que presentan los sistemas industriales modernos [3]. 

El MPC se ha establecido como una herramienta poderosa en el ámbito del control de procesos 

debido a su capacidad para manejar restricciones, anticipar cambios futuros y optimizar el 

rendimiento del sistema [4]. Sin embargo, la efectividad del MPC depende en gran medida de la 

precisión del modelo utilizado para predecir el comportamiento futuro del sistema. En sistemas 

industriales complejos, donde las dinámicas no lineales, las incertidumbres y las perturbaciones 

son omnipresentes, la obtención de modelos precisos puede ser un desafío significativo [5]. 

Es en este punto donde el aprendizaje automático (Machine Learning, ML) emerge como una 

solución prometedora. Las técnicas de ML, con su capacidad para aprender patrones complejos a 

partir de datos, ofrecen un enfoque alternativo y potencialmente más poderoso para la modelización 

de sistemas dinámicos [6]. La integración de ML en los sistemas de control predictivo a nivel 

industrial representa una frontera emocionante en la investigación y aplicación del control 

avanzado. 

El aprendizaje automático, una rama de la inteligencia artificial, ha demostrado su eficacia en una 

amplia gama de aplicaciones, desde el reconocimiento de patrones hasta la toma de decisiones 

autónomas [7]. En el contexto del control industrial, las técnicas de ML pueden utilizarse para 

desarrollar modelos de predicción más precisos y adaptables, capaces de capturar las complejidades 

inherentes a los procesos industriales [8]. Esto es particularmente valioso en escenarios donde los 

modelos físicos tradicionales pueden ser difíciles de derivar o resultar computacionalmente 

costosos. 

Entre las diversas técnicas de ML, las redes neuronales artificiales (ANN) han ganado una atención 

significativa en el ámbito del control predictivo [9]. Las ANN, inspiradas en la estructura y 

funcionamiento del cerebro humano, son capaces de aproximar funciones no lineales complejas y 
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han demostrado su eficacia en la modelización de sistemas dinámicos [10]. En particular, las redes 

neuronales recurrentes (RNN) y sus variantes, como las redes de memoria a largo plazo (LSTM), 

han mostrado un rendimiento sobresaliente en la predicción de series temporales, lo que las hace 

especialmente adecuadas para aplicaciones de control predictivo [11]. 

Además de las ANN, otras técnicas de ML como las máquinas de vectores de soporte (SVM), los 

árboles de decisión y los métodos de conjunto como los bosques aleatorios y el boosting, también 

han encontrado aplicaciones en el control predictivo industrial [12]. Cada una de estas técnicas 

ofrece ventajas específicas en términos de capacidad de modelado, interpretabilidad y eficiencia 

computacional, lo que permite a los ingenieros de control seleccionar el enfoque más adecuado 

para su aplicación particular. 

La integración de ML en los sistemas de control predictivo ofrece varias ventajas potenciales. En 

primer lugar, los modelos basados en ML pueden capturar relaciones no lineales complejas que 

pueden ser difíciles de modelar utilizando enfoques tradicionales basados en primeros principios 

[13]. Esto es particularmente valioso en industrias como la química, la petroquímica y la 

manufactura avanzada, donde las dinámicas del proceso pueden ser altamente no lineales y 

acopladas. 

En segundo lugar, los modelos de ML tienen la capacidad de adaptarse y mejorar con el tiempo a 

medida que se recopilan más datos [14]. Esta característica es importante en entornos industriales 

dinámicos, donde las condiciones del proceso pueden cambiar debido a factores como el desgaste 

del equipo, las variaciones en las materias primas o los cambios en las condiciones ambientales. 

La capacidad de actualizar y refinar continuamente el modelo predictivo permite que el sistema de 

control mantenga su rendimiento óptimo a lo largo del tiempo. 

Otra ventaja significativa del uso de ML en el control predictivo es su capacidad para manejar 

grandes volúmenes de datos [15]. En la era del Big Data industrial, donde los sensores y los 

sistemas de adquisición de datos generan cantidades masivas de información, las técnicas de ML 

pueden extraer información valiosa y patrones ocultos que pueden mejorar la precisión y robustez 

del control predictivo. 

Sin embargo, la implementación de ML en sistemas de control predictivo industrial también 

presenta desafíos significativos. Uno de los principales es la necesidad de garantizar la estabilidad 

y la seguridad del sistema controlado [16]. A diferencia de los modelos basados en primeros 

principios, los modelos de ML pueden carecer de interpretabilidad física directa, lo que puede 
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dificultar el análisis de estabilidad tradicional. Además, el comportamiento de los modelos de ML 

fuera de su rango de entrenamiento puede ser impredecible, lo que plantea preocupaciones en 

términos de robustez y confiabilidad [17]. 

Otro desafío importante es la necesidad de datos de entrenamiento de alta calidad y representativos 

[18]. En muchos entornos industriales, la recopilación de datos que cubran todo el espacio 

operativo del sistema puede ser costosa o incluso peligrosa. Además, los datos industriales a 

menudo están contaminados con ruido y valores atípicos, lo que puede afectar la calidad del modelo 

resultante si no se manejan adecuadamente. 

A pesar de estos desafíos, la investigación en la integración de ML y control predictivo ha avanzado 

significativamente en los últimos años. Se han propuesto varios enfoques para abordar los 

problemas de estabilidad y robustez, incluyendo el uso de técnicas de regularización, la 

incorporación de conocimiento físico en los modelos de ML y el desarrollo de arquitecturas de 

control híbridas que combinan modelos basados en ML con modelos físicos [19]. 

En el ámbito de la implementación práctica, la industria ha comenzado a adoptar soluciones de 

control predictivo basadas en ML en diversos sectores. Por ejemplo, en la industria energética, se 

han utilizado modelos de ML para optimizar la operación de plantas de energía renovable, 

mejorando la predicción de la generación de energía y la gestión de la red [20]. En la industria 

química, los modelos de ML se han aplicado con éxito para controlar reactores complejos y 

procesos de destilación, logrando mejoras significativas en la eficiencia energética y la calidad del 

producto [21]. 

La industria automotriz también ha sido testigo de avances significativos en la aplicación de ML 

para el control predictivo. En particular, el desarrollo de vehículos autónomos ha impulsado la 

investigación en sistemas de control predictivo basados en ML capaces de manejar las 

complejidades del entorno de conducción en tiempo real [22]. 

A medida que la tecnología avanza, se espera que la integración de ML en los sistemas de control 

predictivo industrial continúe expandiéndose y evolucionando. Las tendencias emergentes 

incluyen el uso de técnicas de aprendizaje profundo más avanzadas, como las redes neuronales 

convolucionales y las arquitecturas de atención, para capturar dependencias espaciales y 

temporales más complejas en los datos del proceso [23]. 

Además, el concepto de "aprendizaje continuo" o "aprendizaje en línea" está ganando tracción, 

donde los modelos de ML se actualizan continuamente durante la operación del sistema, 
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permitiendo una adaptación en tiempo real a las condiciones cambiantes del proceso [24]. Este 

enfoque promete mejorar aún más la robustez y la eficiencia de los sistemas de control predictivo 

en entornos industriales dinámicos. 

Otra área de investigación que está creciendo es la integración de técnicas de ML con otros 

paradigmas de control avanzado, como el control robusto y el control adaptativo [25]. Estos 

enfoques híbridos buscan combinar las ventajas del ML en términos de capacidad de modelado y 

adaptabilidad con las garantías de estabilidad y robustez ofrecidas por las técnicas de control 

tradicionales. 

 

Metodología 

El presente estudio adopta un enfoque metodológico integral para analizar el uso de Machine 

Learning (ML) en sistemas de control predictivo a nivel industrial. La metodología se estructura 

en varias fases, diseñadas para proporcionar una comprensión del estado actual del campo y sus 

tendencias emergentes. 

 

Revisión de Literatura 

La primera fase de nuestra metodología consiste en una revisión exhaustiva de la literatura 

existente. Se realizó una búsqueda sistemática en bases de datos académicas prominentes, 

incluyendo IEEE Xplore, Scopus, y Web of Science. Los términos de búsqueda incluyeron 

combinaciones de palabras clave como "machine learning", "predictive control", "industrial 

systems", "neural networks", y "Industry 4.0". Se priorizaron artículos publicados en los últimos 

cinco años (2019-2024) para asegurar la relevancia y actualidad de la información. 

La revisión de literatura se centró en varias temáticas como: 

• Técnicas de ML aplicadas al control predictivo industrial 

• Casos de estudio y aplicaciones en diversos sectores industriales 

• Desafíos y limitaciones en la implementación de ML en control predictivo 

• Tendencias emergentes y direcciones futuras de investigación 

 

Análisis de la Información Recopilada 

Para sintetizar y analizar la información recopilada, se desarrolló una tabla comparativa que 

clasifica los estudios revisados según varios criterios. Esta tabla permite una visión general rápida 
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de las tendencias en el campo y facilita la identificación de patrones y brechas en la investigación 

actual. 

 

Tabla 1: Análisis comparativo de estudios sobre ML en control predictivo industrial 

Estudio Año Técnica de 

ML 

Sector 

Industrial 

Mejora Reportada Desafíos Identificados 

Zhang et al. 

[26] 

2021 LSTM Petroquímica 15% reducción en 

consumo energético 

Necesidad de grandes 

conjuntos de datos 

Liu et al. 

[27] 

2022 Random 

Forest 

Manufactura 20% mejora en 

precisión de control 

Interpretabilidad del 

modelo 

Sharma et 

al. [28] 

2023 CNN + 

LSTM 

Energía 

Renovable 

10% aumento en 

eficiencia 

Complejidad 

computacional 

Johnson et 

al. [29] 

2024 Ensemble 

Methods 

Automoción 25% reducción en 

tiempo de ajuste 

Robustez ante 

perturbaciones 

 

Evolución de ML para Sistemas de Control Predictivo en la Industria 

La evolución del uso de ML en sistemas de control predictivo industrial ha sido notable en la última 

década. Inicialmente, las aplicaciones se centraban principalmente en el uso de redes neuronales 

simples para modelado de procesos. Sin embargo, con el avance de las técnicas de aprendizaje 

profundo, hemos visto una transición hacia arquitecturas más complejas como las LSTM y las 

redes convolucionales. 

Un hito significativo fue la introducción de técnicas de aprendizaje por refuerzo en el control 

predictivo, lo que permitió a los sistemas aprender políticas de control óptimas a través de la 

interacción con el entorno. Más recientemente, la atención se ha centrado en el desarrollo de 

modelos híbridos que combinan el conocimiento basado en principios físicos con la capacidad de 

aprendizaje de las técnicas de ML, todo esto se puede apreciar en la figura 1. 
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Figura 1: Evolución de Machine Learning en Control Predictivo Industrial 

 

 

Análisis de Casos de Estudio 

Para complementar la revisión de literatura, se realizó un análisis detallado de casos de estudio 

representativos en diferentes sectores industriales. Estos casos de estudio fueron seleccionados en 

base a su relevancia, impacto y diversidad geográfica. El análisis se centró en: 

• La problemática específica abordada 

• La técnica de ML empleada 

• Los resultados obtenidos en términos de mejora del rendimiento 

• Los desafíos encontrados durante la implementación 

• Las lecciones aprendidas y mejores prácticas identificadas 

Este enfoque permite una comprensión más profunda de cómo se aplican las técnicas de ML en 

situaciones del mundo real y proporciona conocimientos sobre los factores que contribuyen al éxito 

o fracaso de estas implementaciones, esto se puede apreciar en la tabla 2. 

 

Resultados 

El análisis del uso de Machine Learning (ML) para sistemas de control predictivo a nivel industrial 

revela una tendencia creciente y prometedora en diversos sectores. La revisión de la literatura y los 

casos de estudio examinados muestran una evolución significativa en la aplicación de técnicas de 

ML en el control predictivo industrial durante la última década. 

Inicialmente, se observa que las aplicaciones de ML en control predictivo se centraban 

principalmente en el uso de redes neuronales simples para el modelado de procesos. Sin embargo, 



 
 
 

 

1032 
Pol. Con. (Edición núm. 92) Vol. 9, No 7, Julio 2024, pp. 1023-1040, ISSN: 2550 - 682X 

Diego Alexis Chango Chango, Alex Darwin Paredes Anchatipán, Freddy Rodrigo Romero Bedón      

con el avance de las técnicas de aprendizaje profundo, se ha producido una transición hacia 

arquitecturas más complejas como las redes de memoria a largo plazo (LSTM) y las redes 

neuronales convolucionales (CNN). Esta evolución se refleja claramente en la Figura 1, que 

muestra un crecimiento exponencial en el número de publicaciones relacionadas con ML en control 

predictivo industrial desde 2015 hasta 2023. 

Un hallazgo significativo es la diversidad de técnicas de ML empleadas en diferentes sectores 

industriales. La Tabla 1 proporciona un resumen de los estudios analizados, revelando que técnicas 

como LSTM, Random Forest, CNN, y métodos de conjunto son ampliamente utilizadas en sectores 

que van desde la petroquímica hasta la energía renovable y la automoción. Estas técnicas han 

demostrado mejoras notables en diversos aspectos del control predictivo, incluyendo reducciones 

en el consumo energético, mejoras en la precisión del control y aumentos en la eficiencia general 

de los procesos. 

El análisis de casos de estudio, presentado en la Tabla 2, ofrece una visión más detallada de la 

aplicación práctica de ML en control predictivo en diversos sectores industriales a nivel global. Se 

observa que la implementación de ML ha resultado en mejoras significativas en múltiples 

indicadores de rendimiento. Por ejemplo, en el sector petroquímico, la implementación de LSTM 

combinado con MPC en BASF, Alemania, logró una reducción del 12% en el consumo energético 

y un aumento del 8% en el rendimiento del producto. En el sector automotriz, Toyota en Japón 

alcanzó una reducción del 15% en defectos de pintura y una mejora del 20% en la consistencia del 

color utilizando Random Forest con MPC adaptativo. 

 

Tabla 2: Casos de estudio 

Sector 

Industrial 

Empresa/Ubicació

n 

Técnica de 

ML 

Problema 

Abordado 

Resultados 

Obtenidos 

Desafíos 

Encontrados 

Petroquímica BASF, Alemania 
LSTM + 

MPC 

Optimización 

de proceso de 

craqueo 

catalítico 

12% 

reducción en 

consumo 

energético, 

8% aumento 

en 

rendimiento 

del producto 

Integración con 

sistemas de 

control 

existentes, 

Necesidad de 

grandes 

conjuntos de 

datos históricos 
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Manufactura 

Automotriz 
Toyota, Japón 

Random 

Forest + 

Adaptive 

MPC 

Control de 

calidad en 

línea de 

pintura 

robótica 

15% 

reducción en 

defectos de 

pintura, 20% 

mejora en 

consistencia 

de color 

Adaptación a 

cambios en 

condiciones 

ambientales, 

Interpretabilida

d del modelo 

para operadores 

Energía 

Renovable 
Vestas, Dinamarca 

CNN + 

Reinforceme

nt Learning 

Optimización 

de parques 

eólicos 

7% aumento 

en producción 

de energía, 

25% 

reducción en 

costos de 

mantenimient

o 

Manejo de la 

variabilidad del 

viento, 

Equilibrio entre 

exploración y 

explotación en 

RL 

Procesamient

o de 

Alimentos 

Nestlé, Suiza 

Ensemble 

Methods 

(Random 

Forest + 

Gradient 

Boosting) 

Control de 

temperatura y 

humedad en 

secado de 

productos 

lácteos 

10% mejora 

en eficiencia 

energética, 

18% 

reducción en 

variabilidad 

del producto 

Robustez ante 

perturbaciones 

externas, 

Cumplimiento 

de normas 

regulatorias 

estrictas 

Farmacéutica 
Pfizer, Estados 

Unidos 

Gaussian 

Process 

Regression + 

MPC 

Control de 

procesos de 

fermentación 

en producción 

de 

antibióticos 

22% aumento 

en 

rendimiento 

del producto, 

30% 

reducción en 

tiempo de 

ciclo 

Manejo de la no 

linealidad del 

proceso, 

Validación del 

modelo para 

cumplimiento 

regulatorio 

Siderurgia 
ArcelorMittal, 

India 

Deep 

Reinforceme

nt Learning 

Optimización 

de alto horno 

5% reducción 

en consumo 

de coque, 8% 

aumento en 

productividad 

Seguridad en la 

implementació

n, Manejo de 

múltiples 

objetivos 

conflictivos 



 
 
 

 

1034 
Pol. Con. (Edición núm. 92) Vol. 9, No 7, Julio 2024, pp. 1023-1040, ISSN: 2550 - 682X 

Diego Alexis Chango Chango, Alex Darwin Paredes Anchatipán, Freddy Rodrigo Romero Bedón      

Minería BHP, Australia 
SVM + Fuzzy 

Logic 

Control de 

proceso de 

flotación de 

minerales 

13% mejora 

en 

recuperación 

de minerales, 

9% reducción 

en consumo 

de reactivos 

Adaptación a 

variabilidad en 

la composición 

del mineral, 

Interpretabilida

d para 

operadores de 

planta 

Papel y 

Celulosa 

Stora Enso, 

Finlandia 

Hybrid 

(Physics-

based + 

Neural 

Network) 

Control de 

calidad en 

producción de 

papel 

17% 

reducción en 

variabilidad 

de gramaje, 

11% aumento 

en velocidad 

de máquina 

Integración de 

conocimiento 

de dominio con 

ML, Manejo de 

transiciones 

entre grados de 

papel 

Industria 

Petrolera 

Oleoductos, 

Ecuador 

Random 

Forest, SVM, 

XGBoost 

Predicción de 

niveles de 

corrosión en 

oleoductos 

RF con 

precisión 

20% superior 

a SVM y 5% 

superior a 

XGBoost 

Manejo de 

datos 

desbalanceados

, Selección y 

ajuste de 

hiperparámetro

s 

Monitoreo 

Ambiental 

Río Tahuando, 

Ibarra, Ecuador 

Redes de 

Sensores 

Inalámbricos 

+ 

Clasificación 

Supervisada 

Determinació

n de la calidad 

del agua en 

ríos 

Reducción 

del 97% en 

tamaño de 

matriz de 

datos, >90% 

de precisión 

en 

clasificación 

Implementació

n de red de 

sensores, 

Análisis de 

datos en tiempo 

real 
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Industria 

Textil 

Varias empresas, 

Ecuador 

Redes 

Neuronales 

Multicapa, 

ARIMA, 

STL, Holt-

Winters, 

Bayesian 

Networks, 

Random 

Forest, SVM 

Pronóstico de 

demanda para 

planificación 

de producción 

Redes 

Neuronales 

Multicapa 

con el menor 

error y mejor 

rendimiento 

Manejo de 

incertidumbre 

en variables 

económicas, 

Integración de 

múltiples 

métodos de 

pronóstico 

 

Es particularmente interesante notar la inclusión de casos de estudio de Ecuador, que demuestran 

la adopción global de estas tecnologías. En la industria petrolera ecuatoriana, la aplicación de 

técnicas como Random Forest, SVM y XGBoost para la predicción de niveles de corrosión en 

oleoductos resultó en una precisión significativamente mayor, con Random Forest superando a 

SVM en un 20% y a XGBoost en un 5%. Esto subraya la eficacia de los métodos de conjunto en 

el manejo de datos complejos y potencialmente ruidosos en entornos industriales desafiantes. 

En el ámbito del monitoreo ambiental, el caso del Río Tahuando en Ibarra, Ecuador, demuestra la 

aplicabilidad de ML en la gestión de recursos naturales. La implementación de redes de sensores 

inalámbricos combinada con técnicas de clasificación supervisada logró una reducción del 97% en 

el tamaño de la matriz de datos, manteniendo una precisión de clasificación superior al 90%. Este 

caso resalta el potencial de ML no solo en la optimización de procesos industriales, sino también 

en aplicaciones de monitoreo y gestión ambiental. 

El sector textil ecuatoriano también ha mostrado avances significativos en la adopción de ML para 

el pronóstico de demanda y planificación de producción. La comparación de múltiples técnicas, 

incluyendo redes neuronales multicapa, ARIMA, y métodos de ensemble, reveló que las redes 

neuronales multicapa ofrecieron el mejor rendimiento en términos de precisión de pronóstico y 

manejo de la incertidumbre en variables económicas. 

A pesar de estos éxitos, el análisis también revela desafíos comunes en la implementación de ML 

en control predictivo industrial. Estos incluyen la necesidad de grandes conjuntos de datos de alta 

calidad, la complejidad computacional de algunos modelos, problemas de interpretabilidad, y la 

necesidad de garantizar la robustez y estabilidad de los sistemas de control basados en ML. 
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Discusión 

Los resultados obtenidos en este estudio revelan una tendencia clara y prometedora en la 

integración de técnicas de Machine Learning (ML) en sistemas de control predictivo industrial. 

Esta evolución representa un cambio paradigmático en la forma en que se abordan los desafíos de 

control en entornos industriales complejos y dinámicos. 

El crecimiento exponencial en el número de publicaciones relacionadas con ML en control 

predictivo industrial, como se muestra en la Figura 1, refleja no solo un aumento en el interés 

académico, sino también una creciente confianza en la aplicabilidad práctica de estas técnicas. Este 

aumento en la investigación y aplicación sugiere que la comunidad científica e industrial reconoce 

cada vez más el potencial de ML para abordar las limitaciones de los enfoques tradicionales de 

control predictivo. 

La diversidad de técnicas de ML empleadas en diferentes sectores industriales, como se resume en 

la Tabla 1, demuestra la versatilidad y adaptabilidad de estos métodos. El uso predominante de 

técnicas como LSTM, Random Forest, y CNN en sectores que van desde la petroquímica hasta la 

energía renovable, sugiere que estas técnicas son capaces de manejar la complejidad y no 

linealidades inherentes a diversos procesos industriales. Esta adaptabilidad es particularmente 

valiosa en la era de la Industria 4.0, donde la flexibilidad y la capacidad de respuesta rápida son 

primordiales. 

Los casos de estudio analizados proporcionan evidencia concreta de los beneficios tangibles que la 

integración de ML en sistemas de control predictivo puede ofrecer. Las mejoras significativas en 

eficiencia energética, precisión de control y productividad observadas en empresas líderes como 

BASF, Toyota y Vestas subrayan el potencial transformador de estas tecnologías. Estas mejoras 

no solo tienen implicaciones económicas positivas, sino que también contribuyen a objetivos de 

sostenibilidad más amplios, un aspecto cada vez más importante en el contexto industrial global. 

La inclusión de casos de estudio de Ecuador es particularmente reveladora, ya que demuestra que 

la adopción de ML en control predictivo no se limita a economías altamente industrializadas. El 

éxito en la aplicación de técnicas como Random Forest y redes neuronales en sectores como la 

industria petrolera, el monitoreo ambiental y la industria textil en Ecuador, sugiere que estas 

tecnologías pueden ser efectivas en una variedad de contextos económicos y tecnológicos. Esto es 

especialmente alentador para países en desarrollo que buscan mejorar su competitividad industrial 

y eficiencia operativa. 



  
 
   

 

1037 
Pol. Con. (Edición núm. 92) Vol. 9, No 7, Julio 2024, pp. 1023-1040, ISSN: 2550 - 682X 

Análisis del Uso de Machine Learning para Sistema de control predictivo a nivel industrial 

Sin embargo, los desafíos identificados en la implementación de ML en control predictivo 

industrial no deben subestimarse. La necesidad de grandes conjuntos de datos de alta calidad 

plantea preguntas sobre la viabilidad de estas técnicas en industrias donde la recopilación de datos 

puede ser costosa o técnicamente desafiante. Además, los problemas de interpretabilidad asociados 

con algunos modelos de ML, particularmente las redes neuronales profundas, pueden ser un 

obstáculo significativo en industrias altamente reguladas o en aplicaciones para la seguridad. 

 

Conclusiones 

La adopción de técnicas de ML en sistemas de control predictivo industrial está experimentando 

un crecimiento exponencial, como lo demuestra el aumento dramático en el número de 

publicaciones y aplicaciones prácticas en los últimos años. Esta tendencia refleja el reconocimiento 

generalizado del potencial de ML para abordar los desafíos complejos y dinámicos en entornos 

industriales modernos. 

La diversidad de técnicas de ML empleadas, que van desde redes neuronales recurrentes (LSTM) 

hasta métodos de conjunto como Random Forest, demuestra la versatilidad y adaptabilidad de estos 

enfoques para abordar una amplia gama de problemas de control en diferentes sectores industriales. 

Esta flexibilidad es particularmente valiosa en el contexto de la Industria 4.0, donde la 

adaptabilidad y la respuesta rápida a cambios en las condiciones de operación son realmente 

importantes. 

Los casos de estudio analizados, que abarcan desde la industria petroquímica hasta la manufactura 

automotriz y el monitoreo ambiental, proporcionan evidencia concreta de las mejoras significativas 

en eficiencia, precisión y productividad que pueden lograrse mediante la integración de ML en 

sistemas de control predictivo. Estas mejoras no solo tienen implicaciones económicas positivas, 

sino que también contribuyen a objetivos de sostenibilidad más amplios. 

La inclusión exitosa de casos de estudio de Ecuador demuestra que la aplicación de ML en control 

predictivo no está limitada a economías altamente industrializadas. Esto sugiere un potencial 

significativo para la adopción global de estas tecnologías, incluso en países en desarrollo, como 

una vía para mejorar la competitividad industrial y la eficiencia operativa. 

A pesar de los beneficios observados, persisten desafíos significativos en la implementación de 

ML en control predictivo industrial. Estos incluyen la necesidad de grandes conjuntos de datos de 
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alta calidad, problemas de interpretabilidad en modelos complejos, desafíos computacionales y la 

necesidad de garantizar la robustez y estabilidad de los sistemas de control basados en ML.  
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